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 Permasalahan dalam penelitian ini adalah belum optimalnya pemanfaatan 

data perilaku belajar mahasiswa untuk memahami faktor-faktor yang 

memengaruhi keberhasilan akademik. Penelitian ini menawarkan 
pendekatan baru dengan menerapkan algoritma Apriori untuk 

mengidentifikasi pola belajar yang berasosiasi dengan IPK tinggi. Metode 

yang digunakan mengikuti tahapan Knowledge Discovery in Databases 

(KDD) dan melibatkan 408 mahasiswa dari berbagai perguruan tinggi di 

Kabupaten Manokwari. Temuan utama menunjukkan bahwa kombinasi 

motivasi akademik yang tinggi, kehadiran ≥90%, manajemen waktu yang 

baik, dan pembelajaran daring secara konsisten terkait dengan keberhasilan 

akademik. Sebanyak delapan aturan asosiasi paling menonjol berhasil 

diidentifikasi berdasarkan evaluasi metrik support, confidence, lift, dan 

Zhang’s metric. Kebaruan dari penelitian ini terletak pada tiga aspek utama: 

(1) penerapan algoritma Apriori dalam konteks pendidikan tinggi di wilayah 
Indonesia Timur yang belum banyak dieksplorasi dalam studi sebelumnya; 

(2) integrasi metrik evaluasi ganda untuk menyaring aturan asosiasi yang 

paling bermakna; dan (3) visualisasi jaringan asosiasi sebagai pendekatan 

interpretatif dalam mengungkap keterkaitan perilaku belajar mahasiswa. 

Dengan demikian, penelitian ini tidak hanya memberikan pemahaman baru 

terhadap pola keberhasilan akademik, tetapi juga merekomendasikan 

penerapan strategi pembelajaran berbasis data sebagai upaya peningkatan 

kualitas pendidikan tinggi di masa depan. 
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1. PENDAHULUAN 

Keberhasilan akademik merupakan indikator 

utama dalam menilai kualitas pendidikan tinggi, yang 

umumnya diukur melalui Indeks Prestasi Kumulatif 

(IPK). IPK tidak hanya mencerminkan pencapaian 

akademis, tetapi juga menjadi syarat penting untuk 

kelulusan, penerimaan beasiswa, dan peluang karier. 

Oleh karena itu, memahami faktor-faktor yang 

memengaruhi IPK sangatlah penting dalam upaya 

meningkatkan kualitas pendidikan [1].  

Berbagai penelitian telah menunjukkan bahwa 

keberhasilan akademik tidak semata-mata ditentukan 

oleh kemampuan intelektual, tetapi juga dipengaruhi 

oleh faktor-faktor lain seperti motivasi, disiplin, 

manajemen waktu, dan strategi belajar. Sebagai 

contoh, [2] menunjukkan bahwa motivasi intrinsik dan 

kegigihan (grit) memiliki korelasi positif yang 

signifikan dengan pencapaian akademik siswa sekolah 

menengah atas. 

Demikian pula, [3] menemukan bahwa 

manajemen diri dan efikasi diri berperan penting 
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dalam menentukan keberhasilan akademik 

mahasiswa. Studi ini menunjukkan bahwa 

kemampuan mahasiswa dalam mengelola diri dan 

percaya pada kemampuan sendiri dapat meningkatkan 

pencapaian akademik mereka . Selain faktor-faktor 

individu, dukungan dari lingkungan belajar juga 

memainkan peran penting. [4] menyoroti bahwa 

resiliensi akademik dan dukungan dari dosen memiliki 

hubungan positif dengan kinerja akademik 

mahasiswa. Penelitian ini menekankan pentingnya 

peran dosen dalam mendukung mahasiswa untuk 

mencapai keberhasilan akademik . 

Perkembangan teknologi informasi telah 

memungkinkan pengumpulan dan analisis data dalam 

skala besar, termasuk data terkait perilaku belajar 

mahasiswa. Namun, data tersebut seringkali belum 

dimanfaatkan secara optimal untuk mengidentifikasi 

pola-pola yang dapat mendukung peningkatan kinerja 

akademik. Dalam konteks ini, teknik penambangan 

data (data mining) [5], khususnya Algoritma Apriori, 

dapat digunakan untuk menemukan aturan-aturan 

asosiasi antara berbagai variabel yang memengaruhi 

keberhasilan akademik. 

Algoritma Apriori merupakan salah satu metode 

dalam data mining yang digunakan untuk menemukan 

pola-pola asosiatif dalam dataset yang besar . Dengan 

menerapkan algoritma ini pada data perilaku belajar 

mahasiswa, dapat diidentifikasi kombinasi faktor-

faktor yang sering muncul bersamaan dengan 

pencapaian IPK tinggi. Sebagai contoh, [6] 

menggunakan algoritma Apriori untuk menganalisis 

hubungan antara keterlibatan siswa dalam 

pembelajaran daring dan kinerja akademik mereka, 

dan menemukan bahwa tingkat keterlibatan yang 

tinggi berasosiasi dengan pencapaian akademik yang 

lebih baik . 

Penerapan algoritma Apriori dalam konteks 

pendidikan tinggi di Provinsi Papua Barat khususnya 

Kabupaten Manokwari masih relatif terbatas. Padahal, 

pendekatan ini dapat memberikan wawasan baru 

dalam memahami pola-pola perilaku belajar yang 

efektif dan mendukung pengambilan keputusan dalam 

perencanaan pembelajaran. Dengan demikian, 

penelitian ini bertujuan untuk menganalisis pola 

kegiatan belajar mahasiswa yang berasosiasi dengan 

keberhasilan akademik menggunakan algoritma 

Apriori, dengan harapan dapat memberikan kontribusi 

dalam upaya peningkatan kualitas pendidikan tinggi di 

Kabupaten Manokwari. 

2. TINJAUAN PUSTAKA 

2.1 Data mining dalam Pendidikan 

Data mining dalam pendidikan, atau Educational 

Data Mining (EDM), merupakan pendekatan analitis 

yang digunakan untuk mengeksplorasi dan 

menganalisis data pendidikan guna meningkatkan 

proses pembelajaran dan pengambilan keputusan di 

institusi pendidikan. EDM bertujuan untuk memahami 

cara mahasiswa belajar, mendeteksi risiko akademik, 

serta mendukung keputusan manajemen kampus [7]. 

Proses data mining mencakup tahap-tahap dalam 

Knowledge Discovery in Databases (KDD), seperti 

pemahaman domain, seleksi dan pembersihan data, 

transformasi data, pemilihan algoritma, penambangan 

data, hingga interpretasi dan pemanfaatan hasil [8]. 

Dalam konteks global, [9] menunjukkan bahwa 

EDM telah berkembang pesat dalam dekade terakhir, 

dengan fokus utama pada analisis perilaku belajar, 

prediksi hasil akademik, dan personalisasi 

pembelajaran. Penelitian terbaru menekankan bahwa 

pemanfaatan EDM secara strategis dapat mendorong 

pembelajaran berbasis data untuk meningkatkan mutu 

pendidikan, terutama dalam ekosistem digital. 

2.2 Algoritma Apriori 

Algoritma Apriori adalah salah satu metode 

association rule mining dalam data mining yang 

digunakan untuk menemukan pola keterkaitan atau 

aturan asosiasi antara item dalam dataset besar. 

Algoritma ini bekerja berdasarkan prinsip bahwa jika 

suatu itemset sering muncul bersama dalam sebuah 

dataset, maka subset dari itemset tersebut juga sering 
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muncul. Dalam konteks pendidikan, algoritma ini 

digunakan untuk menganalisis keterkaitan antara 

perilaku mahasiswa (seperti aktivitas e-learning, 

kehadiran, atau pengumpulan tugas) dengan 

keberhasilan akademik [10]. 

Dalam penelitian [11] mengungkapkan bahwa 

peningkatan nilai minimum support dan confidence 

dalam algoritma Apriori berpengaruh signifikan 

terhadap kekuatan aturan asosiasi yang dihasilkan . 

Meskipun penelitian mereka berfokus pada data 

transaksi ritel, pendekatan ini dapat diadaptasi untuk 

pendidikan dalam menganalisis hubungan antar 

aktivitas belajar dan nilai akademik. Sementara itu, 

[12] menunjukkan bahwa algoritma Apriori dapat 

digunakan untuk menilai keterlibatan siswa dalam 

pembelajaran daring dan menghubungkannya dengan 

pencapaian akademik . 

2.3 Kegiatan Belajar Mahasiswa 

Kegiatan belajar mahasiswa meliputi aktivitas 

seperti mengikuti perkuliahan, membaca bahan ajar, 

berdiskusi dengan teman sejawat, mengerjakan tugas, 

dan memanfaatkan teknologi pembelajaran [13]. 

Menurut [14], keterlibatan aktif mahasiswa dalam 

berbagai kegiatan belajar berdampak positif terhadap 

Indeks Prestasi Kumulatif (IPK). 

Perkembangan teknologi memungkinkan analisis 

lebih dalam terhadap aktivitas belajar, seperti 

penggunaan Learning Management System (LMS). 

[15] membuktikan bahwa partisipasi aktif mahasiswa 

dalam LMS seperti Moodle atau Google Classroom 

berhubungan erat dengan keberhasilan akademik. Hal 

ini membuka peluang pemanfaatan data aktivitas 

digital mahasiswa untuk menganalisis pola belajar 

yang efektif. 

2.4 Keberhasilan Akademik 

Keberhasilan akademik mahasiswa sering kali 

diukur melalui IPK, namun pencapaian ini 

dipengaruhi oleh banyak faktor, baik internal maupun 

eksternal. Faktor internal meliputi motivasi, strategi 

belajar, manajemen waktu, dan efikasi diri. [16] 

menyatakan bahwa mahasiswa dengan strategi belajar 

terstruktur dan kemampuan manajemen waktu yang 

baik cenderung memiliki IPK lebih tinggi . 

Di sisi lain, faktor eksternal seperti dukungan 

dosen, suasana kelas, dan ketersediaan fasilitas juga 

berperan penting. [17] menunjukkan bahwa kombinasi 

kedua jenis faktor tersebut mampu menjelaskan 

variasi dalam performa akademik mahasiswa . Oleh 

karena itu, analisis pola kegiatan belajar yang 

komprehensif menjadi penting untuk mendukung 

pencapaian akademik yang optimal. 

3. METODOLOGI 

3.1 Jenis Penelitian 

Penelitian ini menggunakan pendekatan 

kuantitatif deskriptif dengan fokus pada pengolahan 

data numerik melalui algoritma Apriori. 

3.2 Metode Penelitian 

Metodologi yang digunakan dalam penelitian ini 

mengikuti kerangka Knowledge Discovery in 

Databases (KDD), sebuah proses iteratif dan 

sistematis untuk mengekstraksi pengetahuan yang 

bermakna dari data [18]. Tahapan-tahapan yang akan 

dilalui meliputi: 

1. Seleksi Data (Data Selection): 

Tahap awal ini berfokus pada identifikasi dan 

pemilihan data yang relevan dari database mahasiswa 

yang ada. Data yang akan dipilih secara spesifik 

meliputi: 

a) Indeks Prestasi Kumulatif (IPK) mahasiswa: 

Sebagai indikator utama keberhasilan akademik. 

b) Catatan kehadiran: Menunjukkan tingkat 

partisipasi dan disiplin dalam proses 

pembelajaran. 

c) Kebiasaan belajar: Meliputi frekuensi belajar, 

metode belajar yang diterapkan (misalnya, belajar 

mandiri, belajar kelompok), dan durasi belajar. 

d) Preferensi penggunaan media belajar: Contohnya, 

penggunaan e-learning, buku teks, jurnal, atau 

platform online. 
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e) Tingkat motivasi untuk meraih IPK tinggi: Data 

ini dapat diperoleh melalui kuesioner yang 

mengukur aspek psikologis mahasiswa. 

f) Aspek manajemen waktu: Meliputi kemampuan 

mahasiswa dalam mengatur jadwal belajar, 

mengerjakan tugas, dan menyeimbangkan 

kegiatan akademik dan non-akademik. Pemilihan 

variabel-variabel ini didasarkan pada studi 

literatur yang menunjukkan potensi korelasinya 

dengan keberhasilan akademik. 

2. Pra-pemrosesan (Data Preprocessing) 

Setelah data terseleksi, tahap ini krusial untuk 

memastikan kualitas dan kebersihan data sebelum 

analisis. Aktivitas utama yang dilakukan meliputi: 

a) Normalisasi data: Mengubah skala data numerik 

(misalnya, IPK, durasi belajar) ke dalam rentang 

standar tertentu (misalnya, 0-1) untuk mencegah 

dominasi atribut dengan nilai numerik yang lebih 

besar dalam proses analisis. Hal ini penting agar 

semua atribut memiliki bobot yang setara. 

b) Pengisian data hilang (missing values): 

Mengidentifikasi dan menangani entri data yang 

kosong. Metode pengisian dapat bervariasi, 

seperti imputasi dengan nilai rata-rata/median, 

modus, atau menggunakan algoritma tertentu 

untuk memprediksi nilai yang hilang. Tujuannya 

adalah untuk menjaga kelengkapan dataset. 

c) Penanganan outlier (jika diperlukan): 

Mengidentifikasi dan memutuskan strategi untuk 

mengelola data yang sangat berbeda dari sebagian 

besar data lainnya, karena outlier dapat 

memengaruhi hasil analisis. 

3. Transformasi (Data Transformation): 

Pada tahap ini, data yang telah bersih dan 

normalisasi akan diubah ke dalam format yang sesuai 

untuk algoritma association rule mining. Secara 

khusus, data akan dikonversi menjadi representasi 

transaksi (itemset). Setiap baris data mahasiswa akan 

dianggap sebagai satu "transaksi," dan setiap 

karakteristik (misalnya, "IPK Tinggi", "Rajin Belajar", 

"Sering Menggunakan E-learning") akan 

direpresentasikan sebagai "item". Konversi ini 

seringkali melibatkan diskretisasi variabel numerik 

(misalnya, IPK menjadi kategori "Tinggi", "Sedang", 

"Rendah") dan binerisasi variabel kategorikal. 

4. Penambangan Pola (Pattern Mining): 

Inti dari proses KDD, tahap ini melibatkan 

aplikasi algoritma data mining untuk menemukan pola 

atau hubungan tersembunyi dalam data. Dalam 

penelitian ini, algoritma Apriori akan digunakan. 

a) Algoritma Apriori akan mengidentifikasi itemset 

frekuen (kombinasi item yang sering muncul 

bersama) dan kemudian menghasilkan aturan 

asosiasi (association rules) dalam bentuk "IF A 

THEN B" [19]. 

b) Penentuan parameter minimum support dan 

minimum confidence sangat penting. Support 

mengukur seberapa sering sebuah itemset muncul 

dalam dataset, sedangkan confidence mengukur 

probabilitas itemset konsekuen (B) muncul ketika 

itemset anteseden (A) sudah ada. Pengaturan 

nilai-nilai ini akan menentukan jumlah dan 

relevansi aturan asosiasi yang ditemukan [20]. 

5. Evaluasi (Pattern Evaluation): 

Tahap akhir ini berfokus pada penilaian dan 

interpretasi pola asosiasi yang telah ditemukan oleh 

algoritma Apriori. 

a) Aturan-aturan yang dihasilkan akan disaring dan 

dievaluasi berdasarkan metrik tambahan 

(misalnya, lift, conviction) serta relevansi 

domain. 

b) Interpretasi akan dilakukan untuk menjelaskan 

makna dari setiap pola asosiasi yang signifikan, 

terutama yang menunjukkan hubungan antara 

pola kegiatan belajar mahasiswa dengan tingkat 

keberhasilan akademik mereka. 

c) Pola-pola ini kemudian akan dianalisis untuk 

menarik kesimpulan yang bermakna dan 

memberikan wawasan yang dapat 

ditindaklanjuti, seperti rekomendasi bagi 
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mahasiswa atau institusi pendidikan untuk 

meningkatkan keberhasilan akademik. 

 

 
 

 

 

 

 

 

 

 

 

 

 

Gambar 1. Diagram Alur Penelitian 
 

 

 

 

3.3 Sumber dan Teknik Pengumpulan Data 

Target pengumpulan data responden pada 

penelitian ini adalah mahasiswa aktif dari berbagai 

perguruan tinggi di wilayah Kabupaten Manokwari, 

Kabupaten Manokwari menjadi target pengumpulan 

data responden pada penelitian ini karena merupakan 

salah satu wilayah di Indonesia bagian timur yang 

memiliki karakteristik sosial, budaya, dan pendidikan 

yang khas. Wilayah ini dipilih karena adanya 

kemudahan akses untuk menjangkau responden 

mahasiswa melalui jaringan akademik yang telah 

terbentuk sebelumnya. Hal ini mendukung kelancaran 

distribusi kuesioner dan pelaksanaan dokumentasi 

akademik. Data dikumpulkan menggunakan kuesioner 

online. Untuk memastikan validitas kuesioner, proses 

validasi isi dilakukan dengan melibatkan dosen di 

bidang pendidikan. Selain itu, reliabilitas data diuji 

melalui uji coba lapangan yang melibatkan responden 

pada kelas uji yang lebih kecil.  Dokumentasi 

akademik (IPK) juga disertakan dalam kuesioner 

untuk menambah kedalaman dan keakuratan informasi 

yang diperoleh, jumlah total responden yang 

terkumpul adalah 408 responden. . rincian 

demografinya bisa dilihat pada table 1. 

Variabel Kategori Frekuensi Presentase 

Institut agama 

kristen ambon 
1 0,2% 

Asal 

Perguruan 

Tinggi 

Pendidikan Guru 

Sekolah Dassr 
1 0,2% 

Polbangtan 

Manokwari 
89 21,8% 

Poltekkes kemenkes 

sorong prodi 

manokwari 

1 0,2% 

Sekolah Tinggi Ilmu 

Hukum Manokwari 
11 2,7% 

Sekolah Tinggi 

Sains Dan 

Teknologi 

Manokwari 

1 0,2% 

Sekolah Tinggi 

Teologi Erikson 

Tritt 

4 1,0% 

STKIP 

Muhammadiyah 

Manokwari 

35 8,6% 

STMIK Kreatindo 

Manokwari 
16 3,9% 

Universitas Caritas 

Indonesia 
39 9,6% 

Universitas Kristen 

Indonesia Maluku 
2 0,5% 

Universitas Papua 205 50,2% 

UNIVERSITAS 

PATTIMURA 
1 0,2% 

 Universitas 

Pattimura Ambon  
2 0,5% 

Jenis 

Kelamin 

Laki-Laki 158 38,7% 

Perempuan 250 61,3% 

Semester 

Saat Ini 

Semester 2 102 25,0% 

Semester 4 99 24,3% 

Semester 6 131 32,1% 

Semester 8 atau 

lebih 
76 18,6% 

Tabel 1. Demografi Responden 

 

3.4 Teknik Analisis Data 

Algoritma Apriori dijalankan dengan minimum 

support sebesar ≥30% untuk memastikan bahwa hanya 

pola-pola yang cukup sering muncul dalam data 

(setidaknya pada 30% dari seluruh transaksi) yang 

dianggap signifikan. Selain itu, nilai confidence 

sebesar ≥70% digunakan untuk menjamin bahwa 

aturan asosiasi yang dihasilkan memiliki tingkat 

keandalan yang tinggi, sehingga pola kegiatan belajar 

yang teridentifikasi cenderung diikuti oleh indikator 

keberhasilan akademik tertentu [21].  

Algoritma Apriori bekerja berdasarkan prinsip 

bahwa jika sebuah kombinasi item (itemset) sering 

muncul dalam dataset, maka semua subset-nya juga 

cenderung sering muncul. Proses pencarian dilakukan 

secara iteratif dengan membentuk itemset dari tingkat 

Mulai 
Data Selection 

Data 

Pre-processing 

Data Transformation 

Pattern Mining 

Selesai 

Pattern 
Evaluation 
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1 (1-itemset), kemudian meningkatkan levelnya 

menjadi 2-itemset, 3-itemset, dan seterusnya, hingga 

tidak ditemukan lagi kombinasi yang memenuhi nilai 

ambang batas (threshold) minimum. 

Dua metrik utama yang digunakan dalam 

algoritma ini adalah support dan confidence, support 

mengukur proporsi transaksi dalam dataset yang 

mengandung kombinasi item tertentu. Rumus support 

didefinisikan sebagai. 

 

Dalam penelitian ini, batas minimum support 

ditetapkan sebesar 30% (≥ 0,3), artinya hanya 

kombinasi item yang muncul pada setidaknya 30% 

dari keseluruhan data yang akan dipertimbangkan. 

Confidence mengukur kekuatan implikasi suatu 

aturan, yaitu seberapa besar kemungkinan item B 

muncul dalam suatu transaksi jika item A sudah ada. 

Rumus confidence ditulis 

 

Nilai confidence minimum yang digunakan dalam 

penelitian ini adalah 70% (≥ 0,7), yang berarti bahwa 

aturan hanya dianggap valid jika item B muncul pada 

setidaknya 70% dari transaksi yang mengandung item 

A. 

Pemilihan nilai minimum support sebesar 30% 

dan confidence sebesar 70% dalam penelitian ini 

dilakukan dengan mempertimbangkan dua pendekatan 

utama yaitu studi literatur dan uji coba awal terhadap 

data yang tersedia. Secara literatur, batas support 

minimal 30% dan confidence minimal 70% telah 

digunakan secara luas dalam penelitian association 

rule mining pada konteks pendidikan dan non-

pendidikan. Penelitian oleh [11] dan [21] 

menunjukkan bahwa nilai-nilai ini cenderung 

menghasilkan aturan asosiasi yang cukup representatif 

namun tidak terlalu banyak, sehingga tetap relevan 

secara interpretatif dan aplikatif dalam konteks 

pengambilan Keputusan, pada pengujian awal, 

dilakukan uji coba dengan beberapa skenario 

threshold berbeda, yakni Support 20%, 25%, dan 30% 

Confidence 60%, 65%, dan 70%, hasil uji coba 

menunjukkan bahwa nilai support di bawah 30% 

menghasilkan terlalu banyak aturan yang kurang 

relevan secara praktis (noise), sementara nilai 

confidence di bawah 70% menghasilkan aturan 

dengan kekuatan prediktif rendah. Nilai 30% dan 70% 

memberikan kompromi terbaik antara jumlah aturan, 

kejelasan pola, dan kemudahan interpretasi. 

 

Dengan demikian, pemilihan threshold ini bersifat 

terukur dan berbasis data, hal ini penting untuk 

memastikan bahwa aturan-aturan yang dihasilkan 

tidak hanya valid secara statistik tetapi juga memiliki 

daya guna dalam praktik pendidikan tinggi, khususnya 

dalam konteks wilayah Indonesia Timur. 

 

Dalam penelitian ini, proses analisis data 

dilakukan dengan menggunakan bahasa pemrograman 

Python melalui lingkungan interaktif Jupyter 

Notebook, yang memungkinkan eksplorasi data secara 

fleksibel dan sistematis. Untuk implementasi 

algoritma Apriori, digunakan pustaka (library) dalam 

data mining, yaitu mlxtend (machine learning 

extensions), yang menyediakan fungsi siap pakai 

untuk penambangan aturan asosiasi. 

 

4. HASIL DAN PEMBAHASAN 

4.1 Seleksi Data 

 
Gambar 2. Hasil Seleksi Data 

Pada tahap seleksi data, memilih atribut atau 

variabel yang relevan dari database mentah yang 

dimiliki. Gambar 4.1 memperlihatkan cuplikan data 

mahasiswa yang telah diseleksi dan akan menjadi 
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input untuk proses selanjutnya. Kolom-kolom (atribut) 

dalam tabel tersebut adalah data yang spesifik dipilih, 

antara lain: 

a) Asal Perguruan Tinggi: Informasi demografi 
yang mungkin memengaruhi pola belajar. 

b) IPK Terakhir: Indikator utama keberhasilan 

akademik, yang akan menjadi variabel target atau 

variabel yang akan dianalisis korelasinya. 

c) Kehadiran: Menunjukkan tingkat partisipasi. 

d) Kebiasaan Belajar: Menggambarkan frekuensi 

atau pola belajar mahasiswa. 

e) Kapan Belajar: Aspek waktu belajar (misalnya, 

malam, tidak tentu). 

f) Media Belajar: Jenis media yang digunakan 

mahasiswa dalam belajar. 
g) Pembelajaran Online: Indikator keterlibatan 

dalam metode pembelajaran daring. 

h) Motivasi IPK: Tingkat motivasi untuk mencapai 

IPK tertentu. 

i) Manajemen Waktu: Kemampuan mengatur 

waktu. 

j) Organisasi: Keterlibatan mahasiswa dalam 

kegiatan organisasi. 

 

Data yang akan dipakai untuk tahap selanjutnya adalah 

data mahasiswa yang memiliki nilai IPK tinggi 

 

4.2 Pra-pemrosesan Data 

Data yang telah di peroleh melalui kuesioner 

mahasiswa dipersiapkan agar sesuai dengan format 

Algoritma Apriori. Proses ini dilakukan untuk 

membersihkan dari data yang duplikasi atau data yang 

tidak sesuai, mengubah nilai numerik menjadi 

kategori. 

  

Gambar 3. Pra-pemrosesan Data 

Tujuan pra-pemrosesan ini untuk memastikan 

data yang akan digunakan sudah konsisten, bersih, dan 

terstruktur dengan baik sehingga hasil aturan asosiasi 

yang dihasilkan menjadi lebih akurat dan bermakna. 

4.3  Transformasi Data 

Transformasi data dilakukan dengan mengubah 

setiap. baris data menjadi format transaksi. 

 

Gambar 4. Transformasi  Data 

Dari setiap respon atau atribut mahasiswa akan 

diubah menjadi item yang membentuk satu set 

transaksi. Kemudian Data direpresentasikan dalam 

format biner (0 dan 1) menggunakan teknik one-hot 

encoding. 

4.4 Pattern Mining (Pencarian Pola Asosiasi) 

 

Gambar 5. Item Set (pola yang terbentuk) 

Algoritma Apriori digunakan untuk menemukan 

kombinasi jawaban yang sering muncul dari data 

kuesioner mahasiswa, seperti tentang kebiasaan 

belajar, tingkat kehadiran, dan motivasi.  

Setelah ditemukan kombinasi data yang sering 

muncul  dan memenuhi batas minimum kemunculan, 

kemudian membuat aturan hubungan antara data 

(asosiasi) berdasarkan seberapa besar kemungkinan 

suatu hal terjadi jika hal lainnya terjadi (confidence) 

[22].  
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Algoritma Apriori diterapkan untuk menemukan 

pola itemset yang sering muncul dengan nilai 

minimum support sebesar 0.3. Aturan asosiasi 

kemudian dibentuk dari itemset tersebut berdasarkan 

nilai confidence minimum 0.7, untuk memastikan 

aturan yang diperoleh memiliki kekuatan prediktif 

yang cukup tinggi 

4.5 Pattern Evaluation (Evaluasi Pola) 

 

Gambar 6. Pola Asosiasi 

Gambar 6 merupakan hasil proses dari evaluasi pola 

yang dijalankan menggunakan algoritma apriori, 

evaluasi pola dilakukan untuk menilai sejauh mana 

aturan asosiasi yang dihasilkan benar-benar relevan, 

kuat, dan bermakna dalam konteks keberhasilan 

akademik mahasiswa. Dengan menggunakan berbagai 

metrik evaluasi seperti support, confidence, lift, dan 

Zhang’s metric. Dari seluruh aturan yang terbentuk, 

dipilih delapan aturan asosiasi terbaik berdasarkan 

kombinasi tertinggi dari keempat metrik evaluasi 

tersebut. Aturan-aturan ini dianggap paling signifikan 

dalam menjelaskan hubungan antar variabel kegiatan 

belajar mahasiswa yang mendukung keberhasilan 

akademik (IPK tinggi). 

No Antecedents Consequents 

Evaluasi 

(Support, 

Confidence, 

Lift, Zhang’s 

Metric) 

1 motivasi_ipk Kehadiran_≥ 90% 

Support: 0.929, 

Confidence: 

0.952, Lift: 

1.016, Zhang: 

0.650 

2 motivasi_ipk 
Kehadiran_≥ 90%, 

manajemen_waktu 

Support: 0.882, 

Confidence: 

0.903, Lift: 

1.015, Zhang: 

0.631 

3 motivasi_ipk 
pembelajaran_online, 

Kehadiran_≥ 90% 

Support: 0.795, 

Confidence: 

0.815, Lift: 

1.014, Zhang: 

0.591 

4 motivasi_ipk manajemen_waktu 

Support: 0.929, 

Confidence: 

0.952, Lift: 

1.007, Zhang: 

0.299 

5 Kehadiran_≥ 90% motivasi_ipk 

Support: 0.929, 

Confidence: 

0.992, Lift: 

1.016, Zhang: 

0.244 

6 motivasi_ipk 

pembelajaran_online, 

Kehadiran_≥ 90%, 

manajemen_waktu 

Support: 0.764, 

Confidence: 

0.782, Lift: 

1.014, Zhang: 

0.574 

7 manajemen_waktu motivasi_ipk 

Support: 0.929, 

Confidence: 

0.983, Lift: 

1.007, Zhang: 

0.128 

8 manajemen_waktu pembelajaran_online 

Support: 0.819, 

Confidence: 

0.867, Lift: 

1.019, Zhang: 

0.341 

Tabel 2. Aturan Asosiasi 

 

Setelah proses pencarian, pola yang terbentuk dapat 

diuraikan sebagai berikut : 

a) Motivasi_ipk tinggi → kehadiran ≥90% 

menunjukan, Confidence: (95,2%) Lift (1,016), 

Mahasiswa yang memiliki motivasi akademik 

tinggi hampir selalu hadir di kelas, sehingga 

confidence sangat tinggi. Namun, karena 

kehadiran ≥90% adalah perilaku umum dalam 

dataset (hampir semua mahasiswa rajin hadir), 

maka lift menjadi rendah. Ini menunjukkan 

bahwa meskipun hubungan itu konsisten, tidak 

berarti motivasi menyebabkan kehadiran—

karena keduanya sama-sama tinggi dalam 

populasi. 

b) Motivasi_ipk → Manajemen_waktu 

menunjukan Confidence tinggi (95,2%), Lift 

sangat rendah (1,007), mahasiswa yang 

termotivasi cenderung memiliki kedisiplinan 

(kehadiran tinggi) dan keterampilan organisasi 

diri (manajemen waktu). Namun karena kedua 

atribut tersebut juga sering muncul secara umum, 

lift-nya tetap rendah. Artinya, meskipun 

kombinasi ini sering terjadi, pola ini masih belum 

menunjukkan peningkatan kekuatan prediktif 

yang tinggi secara statistik. 
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c) Motivasi_ipk → pembelajaran_online dan 

Kehadiran ≥90% menunjukan Support (0,795), 

Confidence (81,5%) Lift (1,014), mahasiswa 

dengan motivasi tinggi cenderung belajar secara 

daring dan tetap hadir secara aktif. Pola ini 

relevan dalam konteks pembelajaran modern. 

Meskipun demikian, karena perilaku daring dan 

kehadiran tinggi sudah umum, lift tetap rendah. 

Ini menyiratkan bahwa kombinasi ini 

menggambarkan tren umum, bukan hubungan 

yang memperkuat secara signifikan. 

d) Motivasi_ipk → manajemen_waktu menunjukan 

Support (0,929), Confidenc (95,2%), Lift 

(1,007), sangat banyak mahasiswa yang 

termotivasi juga memiliki kemampuan 

manajemen waktu. Namun nilai lift yang 

mendekati 1 menunjukkan bahwa manajemen 

waktu baik juga terjadi pada mahasiswa lain 

yang mungkin kurang termotivasi. Dengan 

demikian, pola ini sangat umum tetapi kurang 

eksplosif sebagai penentu tunggal kesuksesan. 

e) Kehadiran ≥90% → motivasi_ipk menunjukan 

Support (0,929),  Confidence (99,2%) dan Lift 

(1,016), Confidence tertinggi dari seluruh aturan. 

Ini berarti hampir semua mahasiswa yang rajin 

hadir memiliki motivasi akademik tinggi. Tapi 

sekali lagi, lift yang rendah menunjukkan bahwa 

motivasi tinggi tidak eksklusif bagi kelompok 

ini, sehingga hubungan ini kuat secara frekuensi, 

tetapi tidak secara prediktif murni. 

f) Motivasi_ipk → pembelajaran_online, 

Kehadiran ≥90%, manajemen_waktu 

menunjukan Support (0,764), Confidence 

(78,2%) dan Lift (1,014), ini adalah pola 

kompleks dengan tiga item dalam consequents. 

Confidence cukup tinggi, menunjukkan banyak 

mahasiswa termotivasi memiliki ketiga perilaku 

tersebut. Namun karena masing-masing 

atributnya umum, nilai lift tetap tidak tinggi. Ini 

memberi sinyal bahwa kombinasi ini 

menggambarkan “profil ideal” mahasiswa 

berprestasi, tetapi bukan pola yang langka. 

g) Manajemen_waktu → motivasi_ipk menunjukan 

Support (0,929), Confidence  (98,3%)  dan Lift 

(1,007), mahasiswa yang bisa mengatur waktu 

hampir selalu memiliki motivasi IPK tinggi. 

Namun hubungan ini tidak terlalu memperkuat 

probabilitas terjadinya motivasi IPK jika 

dibandingkan dengan kejadian acak, karena lift 

mendekati 1. Ini menegaskan bahwa manajemen 

waktu bukan satu-satunya pendorong motivasi 

tinggi. 

h) manajemen_waktu → pembelajaran_online 

menunjukan Support (0,819), Confidence 

(86,7%) dan Lift: 1,019, Ini adalah aturan dengan 

lift tertinggi dalam tabel. Artinya, mahasiswa 

yang pandai mengatur waktu lebih cenderung 

menggunakan pembelajaran daring 

dibandingkan kelompok lainnya. Confidence 

cukup tinggi, dan lift >1 menunjukkan bahwa 

hubungan ini tidak hanya umum, tapi juga 

memperkuat kemungkinan keterkaitan nyata 

antar atribut. Ini bisa dimanfaatkan sebagai 

indikator awal keterlibatan digital mahasiswa. 

 

4.6 Visualisasi Pola Asosiasi 

Untuk meningkatkan pemahaman terhadap 

hubungan antar atribut kegiatan belajar mahasiswa, 

visualisasi dalam bentuk diagram jaringan asosiasi 

disusun berdasarkan delapan aturan asosiasi terkuat 

yang telah diidentifikasi sebelumnya. 
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Gambar 7. Visualisasi jaringan asosiasi 

 

Gambar diatas memperlihatkan jaringan antar 

atribut, di mana setiap simpul (node) 

merepresentasikan variabel perilaku belajar 

mahasiswa seperti motivasi akademik, kehadiran, 

manajemen waktu, dan pembelajaran online. Arah 

panah menunjukkan aturan asosiasi dari antecedent → 

consequent, sedangkan ketebalan garis 

merepresentasikan kekuatan asosiasi berdasarkan nilai 

confidence. Ukuran node menunjukkan frekuensi 

kemunculan variabel dalam dataset (proxy dari 

support). 

 

5. KESIMPULAN 

Mahasiswa dengan IPK tinggi dalam penelitian 

ini menunjukkan pola perilaku yang konsisten, 

terutama pada aspek motivasi akademik yang tinggi, 

manajemen waktu yang baik, kehadiran ≥90%, dan 

penggunaan pembelajaran daring. Aturan-aturan 

asosiasi yang dihasilkan memiliki nilai confidence 

tinggi (sebagian besar di atas 90%), yang 

mengindikasikan bahwa perilaku-perilaku ini sering 

muncul bersamaan. Namun, sebagian besar nilai lift 

mendekati 1, yang menunjukkan bahwa meskipun 

hubungan antar variabel tersebut kuat secara 

frekuensi, kekuatannya tidak selalu signifikan dalam 

meningkatkan probabilitas terjadinya variabel 

konsekuen secara kausal. Hal ini penting untuk 

diperhatikan agar interpretasi hasil tetap proporsional 

dan tidak berlebihan. 

 

Temuan ini menunjukkan bahwa keberhasilan 

akademik mahasiswa tidak hanya dipengaruhi oleh 

satu faktor tunggal, tetapi merupakan hasil dari sinergi 

beberapa perilaku positif yang saling mendukung. 

Kombinasi seperti motivasi tinggi, kehadiran yang 

konsisten, manajemen waktu yang terstruktur, dan 

pemanfaatan pembelajaran daring membentuk profil 

mahasiswa berprestasi yang mampu menavigasi 

tantangan akademik dengan efektif. 

 

Dalam konteks geografis dan sosial Papua Barat, 

pola-pola ini mencerminkan strategi adaptif 

mahasiswa dalam menghadapi hambatan akses, 

keterbatasan fasilitas, serta kondisi infrastruktur 

pendidikan yang belum merata. Sebagai contoh, 

hubungan yang kuat antara motivasi dan kehadiran 

tinggi dapat mencerminkan usaha mahasiswa untuk 

tetap hadir secara fisik di tengah keterbatasan 

transportasi atau jarak tempuh yang jauh. Sementara 

itu, penggunaan pembelajaran daring berasosiasi 

dengan manajemen waktu menunjukkan bahwa 

teknologi dimanfaatkan sebagai solusi atas 

keterbatasan fisik ruang dan waktu belajar. Jika studi 

serupa dilakukan di wilayah perkotaan atau dengan 

kondisi infrastruktur yang berbeda, kemungkinan 

besar pola-pola ini akan bergeser mengikuti 

karakteristik lokal masing-masing. 

 

Temuan ini memiliki implikasi kebijakan yang 

penting bagi institusi pendidikan tinggi, khususnya 

dalam pengembangan layanan dan program 

pendampingan mahasiswa berbasis data. Institusi 

dapat memanfaatkan pola-pola perilaku ini untuk 

menyusun sistem peringatan dini (early warning 

system) atau platform bimbingan belajar adaptif, yang 

secara otomatis mengidentifikasi mahasiswa dengan 

kombinasi perilaku yang mendukung atau berisiko 

terhadap keberhasilan akademik. Selain itu, program 

pelatihan manajemen waktu, peningkatan literasi 

pembelajaran daring, serta monitoring motivasi 

belajar dapat dirancang secara lebih terarah, berbasis 

pada data konkret perilaku mahasiswa di lapangan. 

Pendekatan ini mendukung transformasi institusi 

pendidikan menuju ekosistem akademik yang berbasis 

data (data-driven decision making), inklusif, dan 

responsif terhadap konteks lokal. 
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